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二元线性回归
• 一元回归很可能遗漏了其他因素。

• 比如，在关于教育投资回报率的研究中，将工资对数对教育年限回归。

• 工资还依赖于个人能力，而个人能力未包括在回归方程中，故被纳入扰
动项。

• 能力强的人通常上学更久(二者正相关)，故一元回归所估计的教育回报率
事实上也包括了对能力的回报，导致估计出现偏差。

• 其他遗漏变量还包括年龄、工龄、性别、种族、相貌等，其中年龄与工
龄可视为“在职培训”(on the job training)的代理变量， 而在职培训是增
加人力资本(human capital)的另一重要方式。



二元线性回归

• 首先考察比较简单的二元回归。
𝑦𝑖 = 𝛼 + 𝛽𝑥𝑖1 + 𝛾𝑥𝑖2 + 𝜀𝑖 (𝑖 = 1, . . . , 𝑛)

其中，𝑥𝑖1与𝑥𝑖2为解释变量，𝛼为截距项，𝛽为在给定𝑥2条件下，𝑥1

对𝑦的边际效应（忽略扰动项𝜀𝑖），而𝛾为给定𝑥1条件下，𝑥2对𝑦的
边际效应。

• OLS估计量的最优化问题仍为残差平方和最小化：

min
ෝ𝛼,෡𝛽,ො𝛾

෍

𝑖=1

𝑛

𝑒𝑖
2 = ෍

𝑖=1

𝑛

𝑦𝑖 − Ƹ𝛼 − መ𝛽𝑥𝑖1 − Ƹ𝛾𝑥𝑖2
2



二元线性回归

• 从几何上，这意味着寻找一个回归平面 Ƹ𝑦𝑖 ≡ Ƹ𝛼 + መ𝛽𝑥1𝑖 + Ƹ𝛾𝑥2𝑖，即
估计参数 Ƹ𝛼， መ𝛽， Ƹ𝛾，使得所有样本点 (𝑥1𝑖 , 𝑥2𝑖 , 𝑦𝑖) 𝑖=1

𝑛 离此回归平面
最近。

• 将目标函数分别对 Ƹ𝛼， መ𝛽， Ƹ𝛾求偏导数，

可得此最小化问题的一阶条件，

求解可获得 Ƹ𝛼， መ𝛽， Ƹ𝛾的OLS估计量。



多元线性回归模型
• 一般的多元线性回归模型可写为

𝑦𝑖 = 𝛽1𝑥𝑖1 + 𝛽2𝑥𝑖2 + ⋯ + 𝛽𝑘𝑥𝑖𝑘 + 𝜀𝑖 (𝑖 = 1, . . . , 𝑛)

• 其中，𝑥𝑖1为个体i的第1个解释变量，𝑥𝑖2为个体i的第2个解释变量，以此类推。

• 一般地， 𝑥𝑖𝑘的第一个下标表示个体i（共有n位个体，即样本容量为n），而第二个
下标表示第k个解释变量（共有k个解释变量）。

• 在绝大多数情况下，回归方程都有常数项，故通常令𝑥𝑖1 ≡ 1（恒等于1），则

𝑦𝑖 = 𝛽1 + 𝛽2𝑥𝑖2 + ⋯ 𝛽𝑘𝑥𝑖𝑘 + 𝜀𝑖 (𝑖 = 1, . . . , 𝑛)



• 多元线性回归模型可以更方便地以矩阵表示。如果不考虑扰动项
𝜀𝑖，此方程右边的主体部分为乘积之和，即σ𝑘=1

𝑘 𝛽𝑘𝑥𝑖k，其中
𝑥𝑖1 ≡ 1。

• 根据线性代数知识，乘积之和可写为两个向量的内积。

• 定义列向量𝒙𝒊 ≡ (1 𝑥𝑖2 ⋯ 𝑥𝑖𝑘)’（包含个体i的全部解释变量）

• 参数向量𝜷 ≡ ( 𝛽1 𝛽2 ⋯ 𝛽𝑘)’（包含全部回归系数）

• 则σ𝑘=1
𝑘 𝛽𝑘𝑥𝑖k=𝒙𝒊’𝜷。故可将原模型写为



• 上式对所有个体i都成立 (𝑖 = 1, . . . , 𝑛)，故有n个如上式的方程。将
所有这n个方程叠放

• 将共同的参数向量𝜷向右边提出，经整理可得



• 𝒚 ≡ ( 𝑦1 𝑦2 ⋯ 𝑦𝑛)’为被解释变量构成的列向量

• 𝛆 ≡ ( 𝜀1 𝜀2 ⋯ 𝜀𝑛)’为所有扰动项构成的列向量

• X为n×K数据矩阵(data matrix)，其第i行包含个体i的全部解释变量，
而第k列包含第k个解释变量的全部观测值，即



OLS估计量的推导

• 对于多元回归模型，OLS 估计量的最小化问题为

• 最小二乘法寻找使残差平方和(SSR) σ𝑖=1
𝑛 𝑒𝑖

2最小的 መ𝛽1, መ𝛽2, ⋯ , መ𝛽𝑘 。

• 在几何上，一元回归寻找最佳拟合的回归直线，使得观测值𝑦𝑖到
该回归直线的距离之平方和最小。 

• 二元回归寻找最佳拟合的回归平面；而多元回归则寻找最佳拟合
的回归超平面(superplane)。



• 一阶条件为



• 消去方程左边的“- 2”可得

• 这是包含 K 个未知数 መ𝛽1, መ𝛽2, ⋯ , መ𝛽𝑘 与K 个方程的联立方程组，称为“正规方
程组”(normal equations)。

• 满足此正规方程组的෡𝜷 = መ𝛽1, መ𝛽2, ⋯ , መ𝛽𝑘 ’ 称为 OLS 估计量(OLS estimator)。



• 正规方程组可方便地用矩阵来表达。

• 由于残差𝑒𝑖 ≡ 𝑦𝑖 − መ𝛽1 − መ𝛽2𝑥𝑖2 − ⋯ − መ𝛽𝑘𝑥𝑖𝑘，故正规方程组可写为

• 上式每一方程都是乘积求和的形式，可用向量内积表示



• 第1 个方程可写为

• 第2 个方程可写为



• 以此类推，第 K 个方程可写为

• 残差向量𝒆 ≡ 𝑒1 𝑒2 ⋯ 𝑒𝑛
′与每个解释变量都正交，这是 OLS估计量

的一大特征。将以上内积以矩阵形式表示：



• 𝑿′为数据矩阵𝑿的转置。正规方程组可简洁地写为
𝑿′𝒆 = 0

• 由于𝑿′的第 k 行包含第 k 个解释变量的全部观测值，根据𝑿′𝒆 = 0
也可看出，残差向量𝒆与每个解释变量都正交。

• 从𝑒𝑖 ≡ 𝑦𝑖 − ( መ𝛽1 + መ𝛽2𝑥𝑖2 + ⋯ + መ𝛽𝑘𝑥𝑖𝑘)出发，可将残差向量写为
𝒆 = 𝒚 − 𝑿 ƶ𝜷

• 代入正规方程组可得
𝑿′(𝒚 − 𝑿 ƶ𝜷) = 0



• 乘开来，并移项可知，最小二乘估计量 ƶ𝜷满足：

𝑿′𝑿 𝐾×𝐾
ƶ𝜷𝐾×1 = 𝑿𝐾×𝑛

′ 𝒚𝑛×1

• 假设 𝑿′𝑿 −1存在，可求解OLS估计量

ƶ𝜷 ≡ 𝑿′𝑿 −1𝑿′𝒚

• 这就是多元回归的 OLS 估计量。



OLS的几何解释

•  定义被解释变量 𝑦𝑖 的拟合值(fitted value)或预测值(predicted value)为
ƶ𝑦𝑖 ≡ ƶ𝛽1 + ƶ𝛽2𝑥𝑖2 + ⋯ + ƶ𝛽𝐾𝑥𝑖𝐾 (𝑖 = 1, ⋯ , 𝑛)

• 将所有个体的拟合值写为列向量ෝ𝒚，推导可得
ƶ𝒚 ≡ ƶ𝑦1 ƶ𝑦2 ⋯ ƶ𝑦𝑛

′ = 𝑿 ƶ𝜷

• 拟合值向量与残差向量正交，因为
ƶ𝒚′𝒆 = (𝑿 ƶ𝜷)′𝒆 = ƶ𝜷′𝑿′𝒆 = ƶ𝜷′ ⋅ 𝟎 = 0

• 由于𝒆 = 𝒚 − 𝑿 ƶ𝜷 = 𝒚 − ƶ𝒚，故
𝒚 = ƶ𝒚 + 𝒆

• 被解释变量 𝒚可分解为相互正交的拟合值 ƶ𝒚与残差𝒆之和。



• 拟合值 ƶ𝒚可视为被解释变量 𝒚向解释变量超平面𝑿的投影(projection)。

• 由于拟合值为解释变量的线性组合，即 ƶ𝒚 = 𝑿 ƶ𝜷 ，故拟合值向量 ƶ𝒚正好在
超平𝑿上。

• 根据 OLS 的正交性，残差向量𝒆与 ƶ𝒚正交。



拟合优度

• 对于多元回归，在回归方程有常数项的情况下，由于 OLS 的正交
性，平方和分解公式依然成立 (证明方法与一元回归相同)，故仍
可将被解释变量的离差平方和σ𝑖=1

𝑛 𝑦𝑖 − ᪄𝑦 2分解如下

σ𝑖=1
𝑛 𝑦𝑖 − ᪄𝑦 2

TSS

= σ𝑖=1
𝑛 ƶ𝑦𝑖 − ᪄𝑦 2

ESS

+ σ𝑖=1
𝑛 𝑒𝑖

2

RSS

• ESS 为模型可解释的部分，而 RSS 为模型不可解释的部分。

• 根据平方和分解公式，可定义拟合优度。



•定义 拟合优度𝑅2为

0 ≤ 𝑅2 ≡
σ𝑖=1

𝑛 ƶ𝑦𝑖 − ᪄𝑦 2

σ𝑖=1
𝑛 𝑦𝑖 − ᪄𝑦 2

= 1 −
σ𝑖=1

𝑛 𝑒𝑖
2

σ𝑖=1
𝑛 𝑦𝑖 − ᪄𝑦 2

≤ 1

• 拟合优度的缺点是，如果增加解释变量的数目，则𝑅2只增不减，
因为至少可让新增解释变量的系数为 0 而保持𝑅2不变。

• 另一方面，通过最优地选择新增解释变量的系数(以及已有解释

变量的系数)，通常可以提高𝑅2 。

• 引入校正拟合优度，对解释变量过多(模型不够简洁)进行惩罚。



• 定义  校正拟合优度(adjusted 𝑹𝟐 ） ᪄𝑹𝟐为

᪄𝑅2 ≡ 1 −
σ𝑖=1

𝑛 𝑒𝑖
2/(𝑛 − 𝐾)

σ𝑖=1
𝑛 𝑦𝑖 − ᪄𝑦 2/(𝑛 − 1)

•  σ𝑖=1
𝑛 𝑒𝑖

2的自由度(degree of freedom)为(𝑛 − 𝐾)

• 虽然σ𝑖=1
𝑛 𝑒𝑖

2由n个随机变量 𝑒1, ⋯ , 𝑒𝑛 所构成，但 𝑒1, ⋯ , 𝑒𝑛 受由 𝐾个方
程组成的正规方程组的约束，故只有其中 (𝑛 − 𝐾)个残差是(自由)独立
的。

• 给定 𝑒1, ⋯ , 𝑒𝑛−𝑘 ，即可根据正规方程组求解其余 𝑒𝑛−𝑘+1, ⋯ , 𝑒𝑛 。



• 类似地， σ𝑖=1
𝑛 𝑦𝑖 − ᪄𝑦 2的自由度为(𝑛 − 1)。

• 虽然 σ𝑖=1
𝑛 𝑦𝑖 − ᪄𝑦 2由n个离差 𝑦1 − ᪄𝑦 , ⋯ , 𝑦𝑛 − ᪄𝑦 所构成，但这

些离差之和必然为 0，即σ𝑖=1
𝑛 (𝑦𝑖− ᪄𝑦) = 0，故只有其中 (𝑛 − 1)个离

差是（自由）独立的。

• ᪄𝑅2的缺点是，它可能为负值。

• 无论𝑅2还是 ᪄𝑅2 ，只反映拟合程度的好坏，除此并无太多意义。

• 评估回归方程是否显著，应使用 F 检验(𝑅2与F 统计量也有联系)。

• 如果回归模型无常数项，则仍须使用“非中心𝑅2 ” (uncentered 𝑅2  )

𝑅𝑢𝑐
2 ≡

σ𝑖=1
𝑛 ƶ𝑦𝑖

2

σ𝑖=1
𝑛 𝑦𝑖

2



古典线性回归模型的假定

• 为得到 OLS 估计量的良好性质，“古典线性回归模型”(Classical 
Linear Regression Model) 作了如下假定。

• 假定 1  线性假定(linearity)

• 总体模型为
𝑦𝑖 = 𝛽1 + 𝛽2𝑥𝑖2 + ⋯ + 𝛽𝐾𝑥𝑖𝐾 + 𝜀𝑖 (𝑖 = 1, ⋯ , 𝑛)

• 线性假设的含义：每个解释变量对𝑦𝑖的边际效应为常数，比如
𝜕𝑦𝑖

𝜕𝑥𝑖2
=

𝛽2 (忽略扰动项𝜀𝑖 )。



补充：回归方程的函数形式

• 连续型解释变量的边际效应：不变还是可变？

——交叉项

• 回归方程中变量的函数形式：线性还是对数？

——自然对数变换



补充：交叉项

• 如果边际效应可变，可加入平方项(比如𝑥𝑖2
2 ），或交叉项(比如𝑥𝑖2𝑥𝑖3)

• 交叉项也称为互动项、交互项(interaction term)。

• 如果在线性模型中增加两个连续型解释变量的乘积作为新增解释变量，
那么就会使得原有两个解释变量对y的边际效应是可变的。它允许某个
变量的边际效应可以是自身以及其他解释变量的线性函数。

• 平方项，是一种特殊的交互项形式。



• 例(平方项)：考虑如下回归方程

ln𝑤𝑖 = 𝛽1 + 𝛽2𝑠𝑖 + 𝛽3𝑠𝑖
2 + 𝜀𝑖

• ln𝑤𝑖为工资对数， 𝑠𝑖为教育年限。教育年限对工资对数的边际效应
为(忽略扰动项)

𝜕ln𝑤𝑖

𝜕𝑠𝑖
= 𝛽2 + 2𝛽3𝑠𝑖

• 如果𝛽3 < 0 ，则存在教育投资回报率递减。

• 反之，如果𝛽3 > 0 ，则存在教育投资回报率递增。

• 如果变量的边际效应不是常数，可考虑在回归方程中加入平方项。

• 只要将𝑠2 也视为解释变量，则仍符合线性模型的假定。



• 例(互动项)：考虑如下生产函数方程

𝑦𝑖 = 𝛽1 + 𝛽2𝑘𝑖 + 𝛽3𝑙𝑖 + 𝛽4𝑘𝑖 × 𝑙𝑖 + 𝜀𝑖

• 𝑦为产出，𝑘为资本， 𝑙为劳动力，而𝑘 × 𝑙为资本与劳动力的互动项。

• 劳动力的边际产出为
𝜕𝑦𝑖

𝜕𝑙𝑖
= 𝛽3 + 𝛽4𝑘𝑖(忽略扰动项)。

• 如果𝛽4 > 0，则说明资本与劳动力是互补的，即随着资本上升，劳动
力的边际产出也增加。

• 只要将𝑘 × 𝑙也视为解释变量，则依然符合线性模型的假定。



补充：自然对数变换

• 自然对数变换定义为那些定义为严格为正的变量：对于所有i，
yi > 0，那么lnyi才有定义；xij > 0，那么lnxij才有定义。

• lnyi和lnxij的微分都是相对的，或者表明其是yi和xij的变化比例。
dlnyi = dyi/yi

• 它表明了对于所有yi > 0，yi的相对变化比例。
dlnxij = dxij/xij

• 它表明了对于所有xij > 0，xij的相对变化比例。



• yi和xij的变动百分比可以使用相对变动比例乘以100，从而有：

100 dlnyi = 100
dyi

yi

• 它表明了对于所有yi > 0，yi变动的百分比。

100 dlnxij = 100
dxij

xij

• 它表明了对于所有xij > 0，xij变动的百分比。

• 从这个定义可以延伸到经济学上的弹性含义：y相对于xj的弹性定义为：

εj =
dlny

dlnxj
=

dy/y

dxj/xj
=

dy

dxj

xj

y

补充：自然对数变换



• 例(函数形式)：经济学中常用的生产函数为 Cobb-Douglas 生产函数：
𝑦𝑖 = 𝑒𝛽1𝑘𝑖

𝛽2𝑙𝑖
𝛽3𝑒𝜀𝑖

• 𝑒𝛽1与𝑒𝜀𝑖分别为乘积形式的常数项与扰动项。两边取对数：
ln𝑦𝑖 = 𝛽1 + 𝛽2ln𝑘𝑖 + 𝛽3ln𝑙𝑖 + 𝜀𝑖

• 𝛽2为产出的资本弹性，即资本每增加 1%，产出平均增加百分之几。

• 𝛽3为产出的劳动力弹性，即劳动力每增加 1%，产出平均增加百分之几。

• 将ln𝑦𝑖视为被解释变量，而将ln𝑘𝑖与ln𝑙𝑖视为解释变量，则仍符合线性模型的
假定。

• 只要将回归方程中变量的高次项(比如 𝑥2 )或函数(比如 𝑙𝑛𝑥 )都作为变量来看待，
则依然满足线性假定。

• 线性假定的本质要求是，回归函数是参数 𝛃𝟏 ⋯ 𝛃𝐊 的线性函数(linear in 
parameters)。



补充：四种常见的函数设定形式：

• 模型1：线性线性模型
yi = β1 + β2xi2 + ⋯ + βkxik + ui

• 所有变量均以线性形式出现，所有斜率系数直接取决于y和xj测量
单位，且是常数：

βj =
𝜕yi

𝜕xij
=

yi的变动

xij的变动



补充：四种常见的函数设定形式：

• 模型2：双对数模型
lnyi = α1 + α2lnxi2 + ⋯ + αklnxik + ui

• 所有变量均以对数形式出现，斜率系数不依赖于yi和xj的测量单
位，且解释为弹性：

αj =
lnyi

lnxij
=

𝜕yi/yi

𝜕xij/xij
=

%Δyi

%Δ𝑥𝑖𝑗

• 这就是yi相对于xij的偏弹性。



补充：四种常见的函数设定形式：
• 模型3：对数线性模型（半对数模型）

lnyi = γ1 + γ2xi2 + ⋯ + γkxik + ui

• 被解释变量yi以对数形式出现，但是解释变量xj以线性形式进入。斜率系数

解释为：

γj =
𝜕lnyi

𝜕xij
=

𝜕yi/yi

𝜕xij
=

yi的相对变化

xij的绝对变化

100γj =
yi的百分比变化

xij的绝对变化
=

%Δyi

Δxij

• 表示y相对于xj的偏半弹性

• x增加100单位，导致了y增加了100γj%。



补充：四种常见的函数设定形式：

• 模型4：线性对数模型（逆半对数模型）
yi = ϕ1 + ϕ2lnxi2 + ⋯ + ϕklnxik + ui

• 被解释变量以线性形式进入，但是解释变量以对数形式进入，其
斜率系数解释为：

ϕj =
𝜕yi

𝜕lnxij
=

𝜕yi

𝜕xij/xij
=

yi的绝对变化

xij的相对变化

• x增加100%导致y增加෡ϕ2个单位。



• 假定 2  严格外生性(strict exogeneity)

E 𝜀𝑖 ∣ 𝑿 = E 𝜀𝑖 ∣ 𝒙1, ⋯ , 𝒙𝑛 = 0 (𝑖 = 1, ⋯ , 𝑛)

• 严格外生性意味着，在给定数据矩阵𝑿的情况下，扰动项𝜀𝑖的条件期望为 0。

• 因此， 𝜀𝑖均值独立于(mean-independent)所有解释变量的观测数据，而不仅仅是同

一观测数据𝑥𝑖中的解释变量。

• 这意味着， 𝜀𝑖与所有个体的解释变量都不相关，即Cov 𝜀𝑖 , 𝑥𝑗𝑘 = 0, ∀𝑗, 𝑘。

• 此假定很强，大样本 OLS 可放松。



• 均值独立仅要求E 𝜀𝑖 ∣ 𝑿 = 𝑐 ，其中 𝑐为常数，不一定为 0。

• 当回归方程有常数项时，要求E 𝜀𝑖 ∣ 𝑿 = 0 并不会带来过多限制，因
为如果E 𝜀𝑖 ∣ 𝑿 = 𝑐 ≠ 0，总可以把 𝑐归入常数项。

• 从E 𝜀𝑖 ∣ 𝑿 = 0出发，可证明扰动项的无条件期望也为 0，因为

• 上式使用了迭代期望定律。



• 从Cov 𝜀𝑖 , 𝑥𝑗𝑘 = 0, ∀𝑗, 𝑘出发，可证明扰动项与解释变量“正交”。

• 在线性代数中，如果两个向量的内积为 0，则这两个向量正交。

• 在概率统计中，两个随机变量的正交定义有所不同。

• 定义 如果随机变量 𝑥 , 𝑦满 足𝐸 𝑥𝑦 = 0  ，则称 𝑥 , 𝑦  正 交(orthogonal)。

• 根据此定义，可证明解释变量与扰动项正交，因为



•假定 3 不存在“严格多重共线性”(strict multicollinearity)，即数
据矩阵X满列秩(full column rank)。

• 数据矩阵的各列向量为线性无关，即不存在某个解释变量为另一
解释变量的倍数，或可由其他解释变量线性表出的情形。

• 换言之， 𝑿 中不存在多余的变量.

• 考虑以下一元回归模型：

ln𝑤𝑖 = 𝛽1 + 𝛽2𝑠𝑖 + 𝜀𝑖 (𝑖 = 1, ⋯ , 𝑛)



• 其数据矩阵𝑿为

• 数据矩阵𝑿满列秩要求，解释变量𝑠𝑖不是常数项的固定倍数，即𝑠𝑖应
有变动，不能是常数。如果所有个体的教育年限𝑠𝑖都相同，则无法
定义 OLS 估计量

• ҧ𝑠与𝑙𝑛𝑤分别为 s与 lnw 的样本均值。



• 更一般地，对于多元回归，如果𝑿满列秩，则𝑿′𝑿为正定矩阵

(positive definite) ， 故 𝑿′𝑿 −1存在，可计算 OLS 估计量
ƶ𝜷 = 𝑿′𝑿 −1𝑿′𝒚。

• 反之，如果𝑿不满列秩，则 𝑿′𝑿 −1不存在，无法定义 OLS 估计量。

• 此时，称𝜷“不可识别”(unidentified)。

• 数据矩阵𝑿满列秩只是对数据的最低要求。

• 现实数据不容易出现严格多重共线性。



OLS的小样本性质

• OLS 估计量 ƶ𝜷 = 𝑿′𝑿 −1𝑿′𝒚样本数据的函数，也是随机变量，其
分布称为“抽样分布”(sampling distribution)。

• 在古典线性回归模型的假定 1-3 之下，OLS 估计量具有以下良好
性质。

• (1) 线性性：OLS 估计量 ƶ𝜷为线性估计量(linear estimator)。

•  OLS 估计量的表达式 ƶ𝜷 = 𝑿′𝑿 −1𝑿′𝒚可知， ƶ𝜷可视为 𝒚的线性组
合(将 𝑿′𝑿 −1𝑿′ 视为系数矩阵)，故为线性估计量。



• (2) 无偏性： E ƶ𝜷 ∣ 𝑿 = 𝜷 ，即 ƶ𝜷不会系统地高估或低估𝜷 。



• 证明：抽样误差(sampling error)为

• 记 𝑨 ≡ 𝑿′𝑿 −1𝑿′ 。给定解释变量𝑿 ，对上式两边求条件期望，根
据严格外生性可得

• 移项可得E ƶ𝜷 ∣ 𝑿 = 𝜷 。

• 在此证明中，严格外生性不可或缺。

• 使用迭代期望定律，可进一步证明，无条件期望E ƶ𝜷 = 𝜷 ，因为



• (3) 估计量 ƶ𝜷的协方差矩阵

• 由于𝜷为常数，故𝑉𝑎𝑟 ƶ𝜷 𝑿 = 𝑉𝑎𝑟 ƶ𝜷 − 𝜷 𝑿 因此

• 在上式中，使用了协方差矩阵的夹心估计量表达式，而且
𝑨 ≡ 𝑿′𝑿 −𝟏𝑿′, 𝑨′ ≡ 𝑿 𝑿′𝑿 −1 (其中， 𝑿′𝑿 −1为对称矩阵)。

• 古典模型假定𝑉𝑎𝑟 𝜺 𝑿 = 𝜎2𝑰𝑛 称为“球形扰动项”。

• 在球形扰动项的假定下，表达式可大大简化：



• 假定 4  球型扰动项(spherical disturbance)，即扰动项满足“同方
差”、”无自相关”的性质，故扰动项𝜺的协方差矩阵可写为

• 协方差矩阵𝑉𝑎𝑟 𝜺 𝑿 的主对角线元素都等于𝜎2 ，即满足“条件同方

差”(conditional homoskedasticity)，简称“同方差”。

• 如果不完全相等，则存在“条件异方差” (conditional heteroskedasticity)，

简称“异方差”。

• 协方差矩阵𝑉𝑎𝑟 𝜺 𝑿 的非主对角线元素都为0，故不同个体的扰动项之间无

“自相关”(autocorrelation)或“序列相关”(serial correlation)；反之，则存

在自相关。



• 球型扰动项假定是证明协方差表达式𝜎2 𝑿′𝑿 −1的关键(无偏性不依
赖于球形扰动项)。

• 此表达式虽然简单，但只在同方差与无自相关的情况下才成立。

• 如果存在条件异方差，则方差表达式有所不同，应使用“稳健标准
误差”(robust standard error)。

• 引入球形扰动项假定的另一好处是，可以证明 OLS 估计量在某种范
围内是最有效率的估计量，即方差最小。



高斯-马尔可夫定理(Gauss-Markov 
Theorem)

• 在假定 1-4 之下，最小二乘法是最佳线性无偏估计(Best Linear 

Unbiased Estimator，简记 BLUE)，即在所有线性的无偏估计中，

最小二乘法的方差最小。

• 严格来说，记 OLS 估计量为 ƶ𝜷𝑂𝐿𝑆，而任一线性无偏估计量为෩𝜷则 

[𝑉𝑎𝑟 ෩𝜷 𝑿 − 𝑉𝑎𝑟 ƶ𝜷𝑂𝐿𝑆 𝑿 ]为半正定矩阵。



• 高斯-马尔可夫定理的核心假设是球形扰动项。

• 如果不满足球形扰动项(比如，存在异方差或自相关)，则高斯-马
尔可夫定理不成立。



• （5）对扰动项方差的无偏估计

• 对于扰动项方差 𝜎2 = 𝑉𝑎𝑟 𝜀𝑖 ，由于 𝜀1, ⋯ , 𝜀𝑛 不可观测， 𝑒1, ⋯ , 𝑒𝑛
将视为其实现值，得到对𝜎2的估计：

• 𝑛 − 𝐾 为自由度。

• 为什么除以 𝑛 − 𝐾 而不除以𝑛 ？

• 虽然有𝑛个残差 𝑒1, 𝑒2 ⋯ , 𝑒𝑛 ，但随机变量 𝑒1, 𝑒2 ⋯ , 𝑒𝑛 须满足K个正规
方程𝑿′𝒆 = 𝟎，故只有其中 𝑛 − 𝐾 个残差是(自由)独立的。

• 经过校正后，才是“无偏估计”(unbiased estimator)，即𝐸 s2 = 𝜎2 。



• 如果样本容量𝑛很大，当𝑛 → ∞时，则
𝑛−𝐾

𝑛
→ 1是否进行“小样本

校正”(small sample adjustment)并无多大差别。

• 𝑠 = 𝑠2为“回归方程的标准误差”(standard error of the 

regression)，简称“回归方程的标准误”，它衡量回归方程扰动

项的波动幅度。

•  OLS 估计量 ƶ𝜷的协方差矩阵 𝜎2 𝑿′𝑿 −1可用 𝑠2 𝑿′𝑿 −1来估计。

• 特别地， ƶ𝜷的第k个分量 መ𝛽𝑘的估计方差𝑠2 𝑿′𝑿 𝑘𝑘
−1，其中 𝑿′𝑿 𝑘𝑘

−1

表示矩阵 𝑿′𝑿 −1的 𝑘, 𝑘 元素，即主对角线上的第𝑘个元素。



• 称 𝑠2 𝑿′𝑿 𝑘𝑘
−1为 OLS 估计量 መ𝛽𝑘的“标准误差”(standard error),简称“标准

误”，记为𝑆𝐸 መ𝛽𝑘 ，即

𝑆𝐸 መ𝛽𝑘 = 𝑠2 𝑿′𝑿 𝑘𝑘
−1

• 为什么称为“标准误差”？

• 𝑉𝑎𝑟( መ𝛽𝑘) = 𝑉𝑎𝑟( መ𝛽𝑘 − 𝛽𝑘

𝑠𝑎𝑚𝑝𝑙𝑖𝑛𝑔 𝑒𝑟𝑟𝑜𝑟

)，故 𝑉𝑎𝑟( መ𝛽𝑘)= 𝑉𝑎𝑟( መ𝛽𝑘 − 𝛽𝑘)

• “抽样误差的标准差”，简称“标准误（差）”

• 更一般地，称对某统计量的标准差之估计值(estimated standard deviation)为
该统计量的“标准误”(standard error)，作为对统计量估计误差的度量。

• 得到参数的点估计(point estimate)后，还须给出相应的标准误，才能知道此
点估计的准确程度(或不确定性)。



对单个系数的t检验

• 计量经济学中的统计推断(statistical inference)方法，可分为两大
类，即“小样本理论”(small sample theory)与“大样本理
论”(large sample theory)。

• 无论样本容量是多少，小样本理论都成立，不需要让样本容量
𝑛 → ∞，也称“有限样本理论”(finite sample theory)。 

• 大样本理论要求𝑛 → ∞，适用于较大的样本容量。



对单个系数的t检验

• 小样本理论虽适用于各种样本容量，但不易推导统计量的分布，
需对随机变量的概率分布作很强假定。

•假定 5 在给定𝑿的情况下，𝜺|𝑿 的条件分布为正态，

即𝜺|𝑿~𝑁(𝟎, 𝜎2𝑰𝒏)。



对单个系数的t检验

• 考虑最简单的假设检验(hypothesis testing)，即对单个回归系数𝛽𝑘进行
检验。

• 需要检验的“原假设”(null hypothesis，也称“零假设”)为

𝐻0：𝛽𝑘 = 𝑐

• c为给定常数，也称为“假想值”(hypothesized value)。

• 通常𝑐 = 0，即检验变量𝑥𝑖𝑘的系数是否显著地不等于 0。



• 假设检验是一种概率意义上的反证法。

• 首先假设原假设成立，然后看在原假设成立的前提下，是否导致
不太可能发生的“小概率事件”在一次抽样的样本中出现。

• 如果小概率事件竟然在一次抽样实验中被观测到，则说明原假设
不可信，应拒绝原假设，接受“替代假设”(alternative hypothesis，
也称“备择假设”)：

𝐻1：𝛽𝑘 ≠ 𝑐

• 替代假设“𝐻1：𝛽𝑘 ≠ 𝑐”也称“双边替代假设”(two-sided 
alternative hypothesis)，因为它既包括𝛽𝑘 > 𝑐，也包括𝛽𝑘 < 𝑐的情
形。

• 这类检验称为“双边检验”(two-sided test)。



• 如果未知参数𝛽𝑘的估计值 መ𝛽𝑘离𝑐较远，则应倾向于拒绝原假设。

• 使用此原理的这类统计检验称为“沃尔德检验”(Wald test)。

• 在衡量距离时，由于绝对距离依赖于变量单位，故需以标准差为
基准来考虑相对距离。

• 由于扰动项𝜺|𝑿~𝑁(𝟎, 𝜎2𝑰𝒏)，而෡𝜷 − 𝜷 = 𝑨𝜺为𝜺的线性函数（其中
𝐴 ≡ 𝑿′𝑿 −1𝑿′，故෡𝜷 − 𝜷|𝑿也服从正态分布。

• 由于𝐸 ෡𝜷 − 𝜷|𝑿 = 0，𝑉𝑎𝑟 ෡𝜷|𝑿 = 𝜎2 𝑿′𝑿 −1,故
෡𝜷 − 𝜷|𝑿~𝑁 𝟎, 𝜎2 𝑿′𝑿 −1

• 单独考虑上式的第k个分量：
መ𝛽𝑘 − 𝛽𝑘|𝑿~𝑁 0, 𝜎2 𝑿′𝑿 𝑘𝑘

−1

• 其中， 𝑿′𝑿 𝑘𝑘
−1为矩阵 𝑿′𝑿 −1的 𝑘, 𝑘 元素（即主对角线上第k个

元素），而𝜎2 𝑿′𝑿 𝑘𝑘
−1为 መ𝛽𝑘的方差。



• 在原假设“𝐻0：𝛽𝑘 = 𝑐”成立的情况下：

( መ𝛽𝑘 − 𝑐)|𝑿~𝑁 0, 𝜎2 𝑿′𝑿 𝑘𝑘
−1

• 如果𝜎2已知，则标准化的统计量服从标准正态分布：

𝑧𝑘 ≡
መ𝛽𝑘 − 𝑐

𝜎2 𝑿′𝑿 𝑘𝑘
−1

~𝑁 0,1

• 但通常𝜎2未知，称为“厌恶参数”(nuisance parameter)。



• 合格的“检验统计量”(test statistic)须满足两个条件：

（1）能根据样本数据算出。

（2）它的概率分布已知。

• 对于统计量𝑧𝑘，虽已知其分布为标准正态，但不知道𝜎2，故无法

根据数据计算统计量𝑧𝑘的样本观测值。

• 以𝜎2的估计量𝑠2替代𝜎2，可得以下𝑡统计量(t-statistic)。



• 定理(t 统计量的分布) 在假定 1-5 均满足，且原假设“𝐻0：𝛽𝑘 = 𝑐”也成
立的情况下，𝑡统计量服从自由度为 𝑛 − 𝐾 的𝑡分布：

𝑡𝑘 ≡
መ𝛽𝑘 − 𝑐

𝑆𝐸( መ𝛽𝑘)
~𝑡(𝑛 − 𝐾)

其中，𝑆𝐸 መ𝛽𝑘 ≡ 𝑠2 𝑿′𝑿 𝑘𝑘
−1为 መ𝛽𝑘的标准误。

• 更一般地，𝑡统计量的通用公式为

𝑡 ≡
估计量 − 假想值

估计量的标准误

• 𝑡统计量度量估计量 መ𝛽𝑘 离假想值 𝑐 的距离，并以估计量的标准误
𝑆𝐸 መ𝛽𝑘 作为距离的度量单位，即此距离为标准为的多少倍。



t检验的步骤

• 第一步：计算𝑡统计量，记其具体取值为𝑡𝑘。

如果𝐻0为真，则 𝑡𝑘 很大的概率将很小(为小概率事件)，不应在

抽样中观测到。

 因此，如果 𝑡𝑘 很大，则𝐻0较不可信。



• 第二步：计算“显著性水平(significance level)为𝛼的“临界值”(critical 

value)𝑡𝛼/2 𝑛 − 𝐾

𝑡𝛼/2 𝑛 − 𝐾 的定义为

其中，随机变量𝑇~𝑡 𝑛 − 𝐾 。

随机变量𝑇大于𝑡𝛼/2 𝑛 − 𝐾 ，或小于−𝑡𝛼/2 𝑛 − 𝐾 的概率都是𝛼/2。

通常取𝛼 = 5%，则𝛼/2 = 2.5%。有时也使用𝛼 = 1%或𝛼 = 10%。



• 第三步：如果 𝑡𝑘 ≥ 𝑡𝛼/2 𝑛 − 𝐾 ，则 落入𝑡𝑘“拒绝域”(rejection
region)，故拒绝𝐻0。反之，如果 𝑡𝑘 < 𝑡𝛼/2 𝑛 − 𝐾 ，则𝑡𝑘落入
“接受域”(acceptance region)，故接受𝐻0。

• 因为拒绝域分布在t分布两边，故称“双边检验”(two-sided test)。



• t检验临界值表



计算p值

• 假设检验的基本逻辑就是概率意义上的反证法。

• 观测到样本数据的发生概率究竟小到何种程度，可通过下面的p
值来度量。

• 在双边𝑡检验中，给定t统计量的样本观测值𝑡𝑘，此假设检验问题

的p值(probability value，即 p-value)为

其中，随机变量𝑇 ∼ 𝑡(𝑛 − 𝐾)。



• 给定𝑡统计量𝑡𝑘，则 p值衡量比 𝑡𝑘 更大的𝑡分布两端的尾部概率。

• 如果 p值为 0.05，则正好可以在 5%的显著性水平上拒绝原假设，
但无法在 4.9%的显著性水平上拒绝原假设。

•定义 称原假设可被拒绝的最小显著性水平为此假设检验问题的p
值(probability value，即 p-value)。



• p值越小，则越倾向于拒绝原假设。

• 如选定显著性水平为 5%，只要 p值比 0.05 小，即可拒绝原假设。

• 比如, p值 = 0.03，则可在 5%的显著性水平上拒绝原假设。

• 进一步,“p值= 0.03”还可“在 3%的显著性水平上拒绝原假设”。

• 使用 p值进行假设检验一般比临界值更有信息量。

• 使用 p值进行检验的另一好处是，只要将 p值与 0.05 相比，即可
得到检验结果，操作简便。



计算置信区间

• 有时点估计还不够，希望进行区间估计，即参数最可能的取值范
围。

• 假设“置信度”(confidence level)为 1 − 𝛼 (比如𝛼 =5%，则1 − 𝛼
= 95%），即要找到“置信区间”(confidence interval)，使得该区
间覆盖真实参数𝛽𝑘的概率为 1 − 𝛼 。



• 由于 𝑡𝑘 ≡
෡𝛽𝑘−𝑐

𝑆𝐸 ෡𝛽𝑘
~𝑡(𝑛 − 𝐾) ，故𝑡统计量落入接受域的概率为

1 − 𝛼

其中，𝑡𝛼/2为显著性水平为𝛼的临界值。将不等式变形可得

由此可知，𝛽𝑘的置信区间为



• 此置信区间以点估计 መ𝛽𝑘为中心，区间半径为𝑡𝛼/2𝑆𝐸（ መ𝛽𝑘）。

• 标准误𝑆𝐸（ መ𝛽𝑘）越大，对𝛽𝑘的估计越不准确，置信区间也越宽。

• 置信区间是随机区间，随着样本不同而不同。

• 如果置信度为 95%，抽样 100 次，得到 100 个置信区间，大约

95 个置信区间能覆盖到真实参数𝛽𝑘。



单边检验

• 有时也进行单边检验(one-sided test)。

• 考虑原假设为𝐻0：𝛽𝑘 = 𝑐，而替代假设为𝐻1：𝛽𝑘 > 𝑐

• 比如，从理论上认为解释变量𝑥𝑘对𝑦的作用不可能为负。

• 仍可计算𝑡统计量：

• 如果此𝑡统计量很大，则倾向于拒绝原假设；而如果此𝑡统计量很小(比
如为负数)，则倾向于接受原假设。



• 拒绝域只在概率分布的最右边一侧。

• 给定显著性水平𝛼后，计算的临界值为𝑡𝛼/2 𝑛 − 𝐾 ，使得取值大于此临
界值的概率为𝛼：

• 其中，随机变量𝑇~𝑡 𝑛 − 𝐾

• 如要计算此单边检验的 p值，则为比统计量𝑡𝑘更大的右侧尾部概率。

• 拒绝域只在分布的右侧尾部，故称“单边右侧检验”(one-sided right-
tail test)。





• 如果原假设𝐻0：𝛽𝑘 = 𝑐，而替代假设为𝐻1：𝛽𝑘 < 𝑐,则为“单边左
侧检验”(one-sided left-tail test)。

• 此时，t 统计量越小(比如为负数)，则越倾向于拒绝原假设；故拒
绝域只在分布的左侧尾部。

• 对于单边左侧检验，计算 p值的公式为

• 其中，随机变量𝑇~𝑡 𝑛 − 𝐾



t检验举例



t检验举例



t检验举例



t检验举例



第Ⅰ类错误和第Ⅱ类错误

•定义 第Ⅰ类错误(Type Ⅰ error )指的是，虽然原假设为真，但却
根据观测数据做出了拒绝原假设的错误判断，即“弃真”。

• 第Ⅰ类错误的发生概率为

• 其中,𝛼正是检验的显著性水平。



•定义 第Ⅱ类错误(Type Ⅱ error)指的是，虽然原假设为假(替代假
设为真)，但却根据观测数据做出了接受原假设的错误判断，即

“存伪”。

• 第Ⅱ类错误的发生概率为

• 在𝛽𝑘可能取值的参数空间中，通常𝐻0仅包含一个点(比如𝛽𝑘=0)，
故容易计算第Ⅰ类错误的发生概率，即P(拒绝𝐻0|𝐻0)=α。

• 反之，替代假设𝐻1则一般包括许多点（比如𝛽𝑘 ≠ 0），故不易计
算第Ⅱ类错误的发生概率。



• 第Ⅰ类错误与第Ⅱ类错误存在此消彼长的关系。如果减少第Ⅰ类

错误的发生概率，则第Ⅱ类错误的发生概率必然增加；反之亦

然。

• 如果同时减少第Ⅰ类错误与第Ⅱ类错误的发生概率，则必须增加

样本容量。

• 在进行假设检验时，一般先指定可接受的发生第Ⅰ类错误的最大

概率，即显著性水平(比如 5%)，而不指定第Ⅱ类错误的发生概率

(通常更难计算)。



•定义 称“1 减去第Ⅱ类错误的发生概率”为统计检验的“功效”
或“势”(power)，即

• 功效为在原假设为错误的情况下，拒绝原假设的概率。

• 在进行检验时，通常知道第Ⅰ类错误的发生概率，而不知道第Ⅱ
类错误的发生概率。

• 如果拒绝原假设，则比较理直气壮，因为知道犯错概率(显著性水
平)。

• 如果接受原假设，则比较没有把握，因为通常不知犯错概率。



对线性假设的F检验

• 想知道整个回归方程是否显著，即除常数项以外，所有解释变量
的回归系数是否都为零。

• 检验以下原假设：

• 其中,𝛽1为常数项。

• 此原假设等价于对(K-1)个约束条件进行联合检验(joint test)：



• 例 对于模型𝑦 = 𝛽1𝑥1 + 𝛽2𝑥2 + 𝛽3𝑥3 + 𝛽4𝑥4 + 𝜀,检验以下两个约束：

• 写成向量形式：

• 上式可写为



• 更一般地，考虑检验m个线性假设是否同时成立：

• 其中，𝒓为𝑚维列向量(𝑚 < 𝐾)，𝑹为𝑚 × 𝐾维矩阵，而且𝑟𝑎𝑛𝑘(𝑹)
= 𝑚，即𝑹满行秩，没有多余或自相矛盾的行或方程。

• 在上例中，



• 根据沃尔德检验原理，由于෡𝜷是𝜷的估计量，故如果𝐻0成立，则
（𝑹෡𝜷 − 𝒓）应比较接近 0(零向量)。

• 这种接近程度可用其二次型来衡量，比如

• 其中，（𝑹෡𝜷 − 𝒓）的协方差矩阵可写为

• 其中，𝜎2可由𝑠2来估计。



• 为何使用协方差矩阵的逆矩阵作为二次型的矩阵？

• 回顾：定理(t 统计量的分布) 在假定 1-5 均满足，且原假设
“𝐻0：𝛽𝑘 = 𝑐”也成立的情况下，𝑡统计量服从自由度为 𝑛 − 𝐾
𝑡分布：

𝑡𝑘 ≡
መ𝛽𝑘 − 𝑐

𝑆𝐸( መ𝛽𝑘)
~𝑡(𝑛 − 𝐾)

• 将此𝑡统计量平方可得：

𝑡𝑘
2 ≡

( መ𝛽𝑘−𝑐)2

෣𝑉𝑎𝑟( መ𝛽𝑘)
= ( መ𝛽𝑘−𝑐) ෣𝑉𝑎𝑟( መ𝛽𝑘)

−1
( መ𝛽𝑘−𝑐)~𝐹(1, 𝑛 − 𝐾)



•定理(F 统计量的分布)

• 在假定 1-5 均满足，且原假设“𝐻0: 𝑹𝜷 = 𝒓 ”也成立的情况下，则 F

统计量服从自由度为(𝑚, 𝑛 − 𝐾)的F 分布：



F检验的步骤

• 第一步：计算F 统计量。如果𝐻0为真，则“F 统计量很大”的概
率将很小(为小概率事件)，不应在一次抽样中观测到。

• 如果F 统计量很大，则𝐻0较不可信。

• 第二步：计算显著性水平为𝛼的临界值𝐹𝛼(𝑚, 𝑛 − 𝐾) ，其中
𝐹𝛼(𝑚, 𝑛 − 𝐾)的定义为

• 其中，随机变量 ෨𝐹~𝐹(𝑚, 𝑛 − 𝐾)

• ෨𝐹大于临界值𝐹𝛼(𝑚, 𝑛 − 𝐾)的概率恰好为𝛼



• 第三步：如果F 统计量大于临界值𝐹𝛼(𝑚, 𝑛 − 𝐾) ，即落入右边拒
绝域，则拒绝𝐻0；反之，如果F 统计量小于临界值，即落入接受
域，则接受𝐻0。



• 对于F 检验，也可使用 p值来进行。

• 给定F 统计量的样本观测值，此假设检验问题的 p值为比F 统计量
更大的F 分布的右侧尾部概率，即

• 其中，随机变量 ෨𝐹~𝐹(𝑚, 𝑛 − 𝐾)，而F为F 统计量的取值。



F统计量的似然比原理表达式

• 在做假设检验时，如果接受原假设，则可将此原假设作为约束条
件，代入最小二乘法的最优化问题。

• 使用约束条件下的最小二乘法，即“约束最小二乘法”(Restricted
OLS 或 Constrained OLS)，可得到 F 统计量的另一方便表达式。

• 考虑约束极值问题：

• 其中，𝑆𝑆𝑅( መ𝛽)为残差平方和，是෡𝜷的函数；而෡𝜷还须满足约束条件
𝑹෡𝜷 − 𝒓（s.t.表示受约束，即subject to）



• ෡𝜷并不能任意取值，而只能在所有满足𝑹෡𝜷 = 𝒓的子集中，选择使残差平
方和𝑆𝑆𝑅( መ𝛽)最小化的෡𝜷。

• 如果𝐻0: 𝑹෡𝜷 = 𝒓正确，则加上此约束不应使残差平方和增大很多。

• 记无约束的残差平方和SSR，而有约束的残差平方和SSR*。

• 在𝐻0正确的情况下，(𝑆𝑆𝑅∗ − 𝑆𝑆𝑅)不应很大。

• 构造如下𝐹统计量。通过求解此约束极值问题，可以证明：

𝐹 =
𝑆𝑆𝑅∗ − 𝑆𝑆𝑅 /𝑚

𝑆𝑆𝑅/ 𝑛 − 𝐾

• 其中，𝑚为约束条件个数（即矩阵R的行数），𝑛为样本容量，而𝐾为参数
个数（即𝜷的维度）。

• 此𝐹统计量表达式有时更容易计算。

• 这种通过比较“条件极值”与“无条件极值”而进行的检验，统称为
“似然比检验”(Likelihood Ratio test，LR)。



• 𝐹统计量的似然比表达式，也可通过拟合优度来表示。

• 记𝑅2为无约束回归的拟合优度，𝑅∗
2为约束回归的拟合优度，则

𝐹 =
𝑅2 − 𝑅∗

2 /𝑚

1 − 𝑅2 / 𝑛 − 𝐾

• 如果去掉约束条件后拟合优度上升越多，即 𝑅2 − 𝑅∗
2 越大，越应

该拒绝约束条件成立的原假设。



• 证明：方程右边的分子分母同时除以TSS ≡ σ𝑖=1
𝑛 𝑦𝑖 − ᪄𝑦 2

𝐹 =

𝑆𝑆𝑅∗ − 𝑆𝑆𝑅
𝑇𝑆𝑆

/𝑚

𝑆𝑆𝑅
𝑇𝑆𝑆

/ 𝑛 − 𝐾

由于
𝑆𝑆𝑅

𝑇𝑆𝑆
= 1 − 𝑅2，而

𝑆𝑆𝑅∗

𝑇𝑆𝑆
= 1 − 𝑅∗

2，故

𝐹 =
1 − 𝑅∗

2 − 1 − 𝑅2 /𝑚

1 − 𝑅2 / 𝑛 − 𝐾
=

𝑅2 − 𝑅∗
2 /𝑚

1 − 𝑅2 / 𝑛 − 𝐾

考虑一个特殊情形，即检验整个回归方程的显著性。



• 命题 对于线性回归方程“𝑦𝑖 = 𝛽1𝑥𝑖1 + 𝛽2𝑥𝑖2 + ⋯ 𝛽𝑘𝑥𝑖𝑘 + 𝜀𝑖 ”，检验原假设
“𝐻0：𝛽2 = ⋯ = 𝛽𝑘 = 0”的𝐹统计量等于

𝑅2/ 𝐾 − 1

1 − 𝑅2 / 𝑛 − 𝐾

• 证明：对于𝐻0：𝛽2 = ⋯ = 𝛽𝑘 = 0，共有 𝐾 − 1 个约束，故在表达式𝐹 =
𝑅2−𝑅∗

2 /𝑚

1−𝑅2 / 𝑛−𝐾
中，𝑚 = 𝐾 − 1 。

• 当原假设成立时，𝑦𝑖 = 𝛽1 + 𝜀𝑖，故约束回归只是对常数项回归，因此
𝑅∗

2 = 0。

• 将𝑚 = 𝐾 − 1 与𝑅∗
2 = 0代入表达式

𝑅2−𝑅∗
2 /𝑚

1−𝑅2 / 𝑛−𝐾
即得证。

• 𝑅2并非决定𝐹统计量的唯一因素；还取决于样本容量𝑛与解释变量𝐾的个
数



预测

• 有时也用计量模型进行预测(prediction 或 forecasting)，即给定解

释向量𝒙0的(未来)取值，预测被解释变量𝑦0的取值。

• 假设计量模型对所有观测值都成立（包括外推到未来），

𝑦0 = 𝒙0
′ 𝜷 + 𝜀0

• 记෡𝜷为𝜷的OLS估计量，对𝑦0作点预测为

ො𝑦0 = 𝒙0
′ ෡𝜷



• 例 使用一阶自回归（First Order Autoregression）进行预测：

𝑦𝑡 = 𝛼 + 𝛽𝑦𝑡−1 + 𝜀𝑡

进行OLS估计可得

ො𝑦𝑡 = 𝛼 + 𝛽 ො𝑦𝑡−1 + 𝜀𝑡

• 假设𝑦𝑡−1已知（比如，去年的通货膨胀率），则可预测𝑦𝑡（今年

的通货膨胀率）



• “预测误差”(prediction error) ො𝑦0 − 𝑦0  可写为

ො𝑦0 − 𝑦0 = 𝒙0
′ ෡𝜷 − 𝒙0

′ 𝜷 + 𝜀0 = 𝒙0
′ ෡𝜷 − 𝜷 − 𝜀0

• ො𝑦0为“无偏预测”（unbiased predictor),即用 ො𝑦0作为𝑦0的预测值不

会系统地高估或低估𝑦0，因为

𝐸 ො𝑦0 − 𝑦0 = 𝒙0
′ 𝐸 ෡𝜷 − 𝜷 − 𝐸 𝜀0 = 0

• 其中，由于෡𝜷是𝜷的无偏估计，故𝐸 ෡𝜷 − 𝜷 = 0。



• 有时希望知道此预测的置信区间。

• 计算预测误差 ො𝑦0 − 𝑦0 的方差

• 其中，假设𝜀0与෡𝜷不相关（估计෡𝜷没用到𝜀0的信息）。

• 预测误差的方差有两个来源，即抽样误差𝜎2𝒙0
′ 𝑿′𝑿 −1𝒙0(不能精确

知道参数𝜷），以及𝑦0本身的不确定性（𝜀0的方差𝜎2）。

• 如果样本很大，则抽样误差将很小；但扰动项方差𝜎2始终存在。



• 将方程中的𝜎2用𝑠2替代，可得预测误差 ො𝑦0 − 𝑦0 的标准误：

𝑆𝐸 ො𝑦0 − 𝑦0 = 𝑠2 + 𝑠2𝒙0
′ 𝑿′𝑿 −1𝒙0 = 𝑠 1 + 𝒙0

′ 𝑿′𝑿 −1𝒙0

由此可得t 统计量：

ො𝑦0 − 𝑦0

𝑆𝐸 ො𝑦0 − 𝑦0
~𝑡 𝑛 − 𝐾

𝑦0的置信度为 1 − 𝛼 的置信区间为

ො𝑦0 − 𝑡𝛼/2𝑆𝐸( ො𝑦0 − 𝑦0), ො𝑦0 + 𝑡𝛼/2𝑆𝐸( ො𝑦0 − 𝑦0)

其中，𝑡𝛼/2为显著性水平为𝛼的𝑡 𝑛 − 𝐾 分布的双边检验临界值。



谢谢！
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